URAN

Universidad
Antonio Narino

Guia para la identificacion de las areas sembradas en palma de aceite, a partir
del uso de la plataforma de Google Earth Engine (Estudio de caso: municipio de

Mani — Casanare).

Diana Patricia Mera Garzon

Codigo 11792314797

Universidad Antonio Narifo
Programa Especializacion en Sistemas de Informacion Geografica
Facultad de Ingenieria Ambiental y Civil
Bogota, Colombia

2023






Guia para la identificacion de las areas sembradas en palma de aceite, a partir
del uso de la plataforma de Google Earth Engine (Estudio de Caso: municipio de

Mani — Casanare)

Diana Patricia Mera Garzon

Proyecto de grado presentado como requisito parcial para optar al titulo de:

Especializacion en Sistemas de Informacion Geografica

Director:

Andrés Felipe Carvajal Vanegas, Dr.

Universidad Antonio Narifio
Programa Especializacion en Sistemas de Informacion Geogréafica
Facultad de Ingenieria Ambiental y Civil
Bogota, Colombia

2023



Contenido

Pag.
RESUMIBIN ...tk h e b e e b b e e e b e e e e be e e s be e e e be e e snbn e e anneeeas 3
ADSTFACT. ... bbb bbbt 4
F Yoo L1 Tod o] T o ISR 5
(@ o] =1 (10T 6
I V- U olo R o] o [or=T o U | USSR 7
PN Y/ 11 (oo [o] (oo - H SO OUSURTSOORPRPRRPR 17
3. RESUITATOS. ..ottt bbbt 22
(@0] T [0 [0 5SSO PR RS PSPP 39

RECOMBNTACIONES .. nnan 40



Lista de Figuras

Pag.

Figura 1. (a) Patrdn de siembra para una plantacion de palma aceitera; (b) Imagen satelital; (c)
Imagen Dron. Fuente: Adaptada de (Chong et al., 2017)......ccccceeviiiieiieiecicse e 7
Figura 2. Clasificacion Machine Learning. Adaptado de (VAS3K, 2023).......ccccccevveveiiieieennnns 15
Figura 3. Taxonomia de algoritmos de clasificacion de iméagenes. Adaptado de (Sheykhmousa et
AL, 2020). ettt et e nEe e ReeRe Rt e e et et e nrentenrenreereeres 16
Figura 4. Metodologia para la identificacion de areas sembradas en palma de aceite. Fuente:

E1aDOICION PIOPIA ... .cueviiiieiieie ettt bbbt bbbt nb et 17
Figura 5. Plataforma NICFI, con GEE — Tomada 12 de octubre de 2023............cccccvevvrieinenns 18
Figura 6. Imagenes Sentinel 2A — Programa Copernicus. Tomada 12 de octubre de 2023. ....... 19
Figura 7. Visualizacién del codigo de clasificacion supervisada en GEE............cccccooceiieinenns 20
Figura 8. Ortofotomosaico de imagenes Sentinel 2A-L2, para el 1-2023.............ccccoveveivieinennns 22

Figura 9. Codigo para la generacion de Ortofotomosaico de las imagenes Sentinel 2A -L2..... 23
Figura 10. Datos de entrenamiento y coberturas establecidas para la Clasificacion Supervisada23

Figura 11. Funcion de Clasificacion de datos de entrenamiento ...........ccoceeeveeneneicncneniecnienn 24
Figura 12. Codigo para unificar 1os datos de entrenamiento ...........cooervrerereeneseresesieseeeeens 24
Figura 13. Codigo para la seleccion aleatorio del 80% de los datos de entrenamiento............... 25
Figura 14. Cadigo del modelo de clasificacion, usando la imagen Sentinel 2A -L2................... 26
Figura 15. Funcion de la Matriz de Confusion y Precision General del Modelo ....................... 26
Figura 16. Resultados de la Matriz de Confusion y la Precision General ............c.ccccoevvieieennnns 26
Figura 17. Cadigo para exportar a Google Drive, la capa raster clasificada. ..............cccccoevueenens 27
Figura 18. Resultados de la clasificacion de cobertura, segun la metodologia empleada. .......... 27
Figura 19. Codigo para realizar el clip del Municipio de Mani — Casanare...........ccccccocevveennne 27
Figura 20. Corte de la clasificacion del municipio de Mani - Casanare.........c.cccceveeeeerrreeereenn 28
Figura 21. Codigo de clasificar y exportar el nuevo raster Reclasificado ...........cc.cccoovveinrnene. 29
Figura 22. Identificacion de las zonas sembradas con Palma de Aceite en Mani — Casanare..... 30
Figura 23. Cadigo para crear y descargar mosaico de imagenes Planet SCOpuS ...........ccccevveneas 31
Figura 24. Ortofotomosaico de imagenes Planet Scopus, para el 1-2023 en Mani - Casanare.... 31
Figura 25. Visualizacion del cédigo de clasificacion supervisada en GEE...............c.ccccovveiieenens 32
Figura 26. Funciones para subir un shape file, dentro de GEE ............cccccoe v 33
Figura 27. Geoprocessing — Raster To Polygon de las Zonas Sembradas en Palma de Aceite... 34
Figura 28. Visualizacion de las areas sembradas en Palma de Aceite...........ccoovvvieieicienennnn 34
Figura 29. Estructuracion de ajuste y edicion cartografica de las areas en Palma de Aceite ...... 35
Figura 30. Clasificacion segun Tamario de Plantacion de Mani - Casanare..........c.ccoceeeveniennnne 37

Figura 31. Identificacién de las areas sembradas en Palma de Aceite en el Municipio de Mani —
Casanare, para el periodo 1-2023 ..........ooiiiiiii e 38



Lista de tablas

Pag.
Tabla 1. Subconjunto de muestras de entrenamiento para Clasificacion Supervisada -RF......... 24
Tabla 2. Caracteristicas de las Bandas de las Imagenes Sentinel 2A (Chuvieco, 2016). ............ 25
Tabla 3. Valores de ReClaSifiCaCiON.........cccuiiiiiiiii s 28
Tabla 4. Metodologia para la clasificacion de proveedores de la planta de beneficio (Motta,
2007). ettt R et £ Rt R e R e R e R b e R e Re b et e Rt e Re R et e Re R et eneetente e enearenes 36

Tabla 5. Cuantificacion de las areas de Palma de Aceite segun Clasificacion Cenipalma.......... 36



Resumen

Este documento ofrece una vision general del codigo JavaScript utilizado en la plataforma Google
Earth Engine (GEE) y funciona como una Guia Metodoldgica para la Identificacion de areas de
cultivo de Palma Aceitera mediante métodos de clasificacion supervisada con Random Forest. La
guia detalla los procedimientos paso a paso y recomienda funciones especificas. Ademas, el codigo
fuente se encuentra disponible al publico, facilitando asi su acceso y la posibilidad de reproduccién
por parte de otros usuarios de Sistemas de Informacién Geografica (SIG).

Las fuentes de datos clave utilizadas en esta guia incluyen imagenes de Sentinel 2A - L2, acceso
a la plataforma GEE, ortofotomosaicos derivados de imagenes de Planet Scope, y procesos de
edicion y ajuste cartogréafico realizados mediante ArcGIS Pro.

Aunque el estudio de caso presentado en esta guia se enfoca en el municipio de Mani - Casanare,
su aplicacion es viable en otras partes del pais o regiones donde se tengan disponibles imagenes
fundamentales (Sentinel 2A y Planet Scope) y donde sea posible observar el cultivo de palma de
aceite.

La eleccién de la plataforma GEE se basa en su capacidad para proporcionar procesamiento
espacial escalable en la nube y su acceso gratuito y publico a una amplia variedad de datos
multitemporales de teledeteccion para fines de andlisis geoespacial. La potencia computacional de
esta plataforma y el desarrollo de algoritmos en la nube contribuyen en gran medida a la
automatizacion de procesos.

La guia también incluye una breve descripcion de varios métodos de Inteligencia Artificial (1A)
que desempefian un papel fundamental en la automatizacion de la interpretacion de imagenes
satelitales, especialmente en aplicaciones basadas en objetos. La integracion de métodos de IA en
GEE representa un avance significativo en programas automatizados de seguimiento de cultivos.

Las ventajas ofrecidas por la plataforma GEE han permitido la creacion de esta Guia Metodoldgica
para la identificacion de areas de cultivo de palma aceitera y la cuantificacion de la extension de
este cultivo. Esto contribuye a la difusién de metodologias y al acceso abierto al conocimiento.



Abstract

This document provides a comprehensive overview of the JavaScript code used within the Google
Earth Engine (GEE) platform and serves as a Methodological Guide for the Identification of Oil
Palm cultivation areas using supervised classification methods with Random Forest. The guide
outlines detailed step-by-step procedures and recommends specific functions. Furthermore, the
source code is made available to the public, simplifying access and enabling reproduction by other
users of Geographic Information Systems (GIS).

Key data sources used in this guide encompass Sentinel 2A - L2 imagery, access to the GEE
platform, orthophotomosaics derived from Planet Scope imagery, as well as cartographic editing
and adjustment processes conducted through ArcGIS Pro.

While the case study presented in this guide primarily centers on the municipality of Mani -
Casanare, its applicability extends to other regions or areas within the country where essential
imagery sources (Sentinel 2A and Planet Scope) are accessible, and where oil palm cultivation can
be observed.

The selection of the GEE platform is driven by its capability to deliver scalable spatial processing
in the cloud and its provision of free and public access to a diverse range of multi-temporal remote
sensing data for geospatial analysis purposes. The computational power of this platform, along
with cloud-based algorithm development, significantly contributes to process automation.

The guide also incorporates a brief description of various Atrtificial Intelligence (Al) methods,
which play a crucial role in automating the interpretation of satellite images, particularly in object-
based applications. The integration of Al methods within GEE represents a substantial
advancement in automated crop monitoring programs.

The advantages offered by the GEE platform have enabled the creation of this Methodological
Guide for identifying oil palm cultivation areas and quantifying their extent. This contributes to
the dissemination of methodologies and promotes open access to knowledge.



Introduccion

La Palma Aceitera es el segundo cultivo oleaginoso mas cultivado en el mundo después de la soja,
con mas de 23 millones de hectéreas cultivadas en todo el mundo; se ha vuelto crucial para la
economia de muchos paises. En Colombia, es uno de los sectores agricolas mas desarrollados, y
cada afio el sector impulsa el desarrollo de tecnologias que conlleven a una mayor sostenibilidad
de los sistemas agricolas y alimentarios, y aborden los desafios y oportunidades de los
agronegocios (Arias et al., 2023).

El aceite de palma se ha convertido en un producto esencial y su creciente demanda esta asociada
con su requerimiento en las industrias de alimentos, cosméticos, jabones, farmacéutica y
biocombustibles (Azhar et al., 2017). En consecuencia, se preve que la demanda para 2050 sea de
240 millones de toneladas por afio. Este agronegocio ha impulsado un répido crecimiento
econdmico en varios paises tropicales (Ibragimov et al., 2019).

Colombia es el mayor productor de aceite de palma de América Latina y el cuarto productor a
nivel mundial, aportando el 2,2 % (1,7 MnT) del aceite de palma mundial en comparacion con
Malasia e Indonesia, que en conjunto producen el 82,3 % (64,9 MnT)(Oil World, 2023). Con
600.000 hectareas sembradas, la palma aceitera es actualmente el segundo cultivo méas importante
en extension en Colombia y cuenta con alrededor de 6.856 productores, de los cuales el 85% son
pequefios y el 12% medianos. Esta es una agroindustria que se ha desarrollado en torno a
agricultores y empresas formales, generando oportunidades de empleo de calidad a nivel local y
trayendo un invaluable desarrollo social y econémico a gran parte del pais (Fedapalma, 2021).

En la regién de la Orinoquia Colombiana, la palma de aceite se encuentra en 35 municipios de los
4 departamentos que conforman dicha region, por lo tanto, es importante conocer la distribucion
geografica de las palmas aceiteras para diversos fines (Chong et al., 2017). Como una caracteristica
distintiva en la superficie de la Tierra, las palmas de aceite pueden ser detectadas por sensores
remotos. La clasificacién de objetos de acuerdo con sus clases de cobertura terrestre ayuda a
delinear la palma aceitera de su cobertura terrestre adyacente (por ejemplo, bosques, edificios,
tierra desnuda, agua y otras plantaciones agricolas).

En este contexto, es fundamental realizar una actualizacién de las areas establecidas en palma de
aceite en la region de la Orinoquia Colombiana (Zona Oriental — Segun clasificacion de
Fedepalma), ya que es la region que actualmente posee mas de 31 plantas extractoras, y con un
gran potencial de crecimiento; region que segun Fedepalma aporta el 44.45% de la produccion
nacional de aceite de palma con 693.000 toneladas, segun el Gltimo reporte de produccién
(Fedapalma, 2021). Para el efecto, se realizd la cuantificacion de las areas de palma de aceite en
el municipio de Mani - Casanare, usando analisis espacial y se plantearon los siguientes objetivos.



Objetivos

Objetivo General

Desarrollar una guia metodoldgica para la identificacion y cuantificacion de las areas
sembradas en palma de aceite, a partir del uso de la plataforma Google Earth Engine,

utilizando como caso de estudio en el municipio de Mani, Casanare.

Obijetivo Especificos

e Determinar los procedimientos necesarios para la identificacion y cuantificacion de areas
sembradas en palma de aceite a partir del uso de la plataforma Google Earth Engine
e Elaborar un instructivo con los procedimientos para la identificacion y cuantificacion de areas

sembradas en palma de aceite, tomando como caso de estudio el municipio de Mani, Casanare.



1. Marco conceptual

1.1 Caracteristicas Generales de la palma de aceite

La palma de aceite, tiene una caracteristica distintiva con una copa visible y un tronco de un solo
tallo. Las frondas o lanzas emergen del &pice del tronco y se extienden hacia afuera en forma de espiral
con ocho frondas formando una fila en sucesion. Tiene la forma de una estrella de ocho puntas. La palma
aceitera es un cultivo arboreo perenne, que se parece mas a un arbol forestal que a otros cultivos agricolas
(Hamsa et al., 2019). Como cultivo industrial, la palma aceitera se planta en forma de monocultivo. En
la mayoria de las plantaciones comerciales, la mayoria de las palmas de aceite plantadas son Guineensis
(Elaeis Guineensis) y Hibrida (OxG Pisifera), lo que hace que las palmas de aceite parezcan uniformes.

Este patron Gnico hace que las palmas aceiteras se distingan de otros arboles o bosques en las
iméagenes satelitales (W. Li et al., 2017). Las palmas de aceite se siembran en patrones triangulares con
una distancia entre plantaciones de nueve metros (9 m) (Figura 1), que es un estandar industrial para
maximizar el rendimiento con una penetracion éptima de la luz solar (Basiron, 2007). Por lo general, se
practica una densidad de plantacion de 130 a 140 palmas por hectérea, pero varia segun las condiciones
de plantacion y el tipo de material sembrado de palma aceitera (Chong et al., 2017).

Figura 1. (a) Patrén de siembra para una plantacion de palma aceitera; (b) Imagen satelital; (c)
Imagen Dron. Fuente: Adaptada de (Chong et al., 2017).



1.2 Uso de sensores remotos en el monitoreo de plantaciones de palma de aceite

En el seguimiento de las plantaciones de palma aceitera, la teledeteccion se ha utilizado en
diversas aplicaciones, como la clasificacion de la cobertura, el conteo automatico de arboles de
palma, la deteccion de cambios, la estimacion de la edad, la deteccion de plagas y enfermedades y
la estimacion del rendimiento.

1.2.1 Clasificacién de la cobertura

Clasificar los objetos segln sus clases de cobertura terrestre ayuda a delimitar la palma
aceitera de su cobertura terrestre adyacente (p.e. bosques, edificios, terrenos baldios, agua y otras
plantaciones agricolas). Permite la demarcacion de limites y una estimacion precisa de la cobertura
del area de palma aceitera (Nooni et al., 2014). Cuando se aplica en un analisis temporal, es valioso
para la deteccidn de la expansion de la palma aceitera y las actividades terrestres relacionadas.

Las imagenes dpticas registran la radiacion en la region visible e infrarrojo cercano (NIR)
reflejada desde la superficie. Hay diferentes sefiales captadas de la luz solar a lo largo de los
espectros electromagnéticos (p.e. las banda azul, verde, rojo, borde rojo (Red Edge), NIR y banda
infrarroja (IR), dependiendo de las capacidades del sensor para detectarlas. Las distintas
superficies producen diferentes niveles de intensidad en todo el espectro. Analizando la energia
reflejada y clasificandolas mediante sus respectivas firmas espectrales, pueden identificarse
distintas clases de cobertura (Chong et al., 2017).

Shafri et al., (2011), reportaron que, en el mapeo de angulo espectral, el NIR es la banda més
prominente en la separacion de las coronas de la palma aceite, el cual proporciona un mayor
contraste consistentemente. Esto se debe a la fuerte absorcion de clorofila en la region de la banda
roja (R) y a la fuerte absorcién de agua en la region de la banda IR (Nooni et al., 2014).

El andlisis combinado de estas bandas mediante la comparacion del resultado aumenta ain
mas la separabilidad espectral de las palmas aceiteras de la cobertura que las rodea. El uso de
indices multiespectrales para la deteccion de la palma de aceite se ha incrementado, el parametro
mas com(n en uso es el indice de Vegetacion de Diferencia Normalizada (NDVI), que es una
relacion normalizada entre el infrarrojo cercano (NIR) y el rojo (R) visible. Srestasathiern &
Rakwatin, (2014), evaluaron los indices de vegetacion de mejor rendimiento para separar las
palmas de aceite de su entorno, y reportaron que el indice de Diferencia Normalizada (NDI),
mostro un mayor poder de discriminacion utilizando métricas de disimilitud de histograma.



1.2.2 Deteccidon de cambios

La expansion de la palma aceitera es una de las principales causas de desforestacion y degradacion
del medio ambiente, conduciendo al deterioro de la biodiversidad, alteracion del carbono y problemas
sociales. Para medir la deteccion de cambios se realiza mediante un analisis multitemporal, identificando
los cambios de cobertura del suelo.

Los cambios se pueden visualizar mediante el andlisis de deteccion a través de la percepcion
remota, con el cual se puede identificar la tasa de deforestacion, la urbanizacion y expansion de
plantaciones de palma de aceitera, con el fin de monitorear y auditar los cambios del suelo cumpliendo
con los estdndares de la Mesa Redonda sobre Sostenibilidad del Aceite de Palma (RSPO, 2007).

La Mesa Redonda sobre la Sostenibilidad de Aceite de Palma (RSPO) utiliza la deteccion de
cambios para observar si las plantaciones de palma aceitera fueron previamente convertidas en bosque,
como objetivo de conservar y proteger los recursos naturales y la biodiversidad; porque los bosques
tienen un gran valor bioldgico, social y cultural en muchas partes del mundo. Por lo cual esta
organizacion ayuda a controlar y certificar la sostenibilidad de las tierras no autorizadas, implementado
el analisis de mapas de cobertura de suelos durante un periodo determinado, permitiendo visualizar si
alguna tierra se ha convertido en palma aceitera, lo cual implica el uso de datos multitemporales para
comparar las condiciones del antes y después y tomar decisiones.

1.2.3 Conteo de arboles

El conteo de arboles es una practica importante y necesaria para la estimacién y el seguimiento del
rendimiento, de las plantaciones de aceite y el uso de suelo. Esta practica resulta costosa y es demasiado
propenso al error humano; requiere mucha mano de obra para llevarla a cabo la actividad en campo,
debido a su heterogeneidad en el terreno. La teledeteccion es una solucién a este problema, que
proporciona una vista aérea de la plantacion y una forma de contar automéaticamente los arboles.

La automatizacion del conteo de arboles implica técnicas de procesamiento de imagenes como la
segmentacion, clasificacion e identificacion de objetos. La mejor técnica depende de la utilizacion de
imagenes de muy alta a buena resolucién espacial y nos conduce a la implementacion de la agricultura
de precision en la industria de la palma aceitera, para mejorar rendimientos y reducir costos y
mantenimiento.

La imagen de alta resolucion espacial ayuda a discriminar las palmas a niveles de arbol individual,
utilizando datos hiperespectrales aéreos con una resolucion espacial de (1m), creando un esquema para
emplear varias guias para el analisis de textura, morfologia y analisis de manchas para llevar el conteo
automatico de arboles (Shafri et al., 2011).



La matriz de concurrencia de niveles de grises se utiliza para describir el area de palma
aceitera de manera unica en el andlisis de textura. El realce de bordes del area con contraste de
intensidades utilizando un filtro Sobel (El filtro Sobel detecta los bordes horizontales y verticales
separadamente sobre una imagen en escala de grises). Las formas de las palmas aceiteras extraidas
se refinan mediante la construccion morfoldgica que envuelve la erosion y la dilatacion de formas
irregulares. El nimero de palmas aceiteras se cuenta con el andlisis de blobs, logrando alcanzar
una precision de conteo del 95% (Santoso et al., 2016).

Otra técnica es la hipotesis de deteccion de picos locales donde cada pico indica el punto
mas alto de cada arbol con el analisis del poder discriminante de un indice de vegetacion
(Srestasathiern & Rakwatin, 2014). Este enfoque es rentable y se basa en datos multiespectrales
de alta resolucion espacial (0,6m) procedentes de una plataforma satelital (Quickbird).

El conteo de arboles depende en gran medida de imagenes de alta resolucion espacial y
dependen del tamafio de la plantaciéon, por lo cual los Vehiculos Aéreos No Tripulados (UAV) se
convierte en una practica recurrente: Este método utiliza la correlacién cruzada normalizada para
detectar y eliminar componentes no derivados de la palma aceitera (Wong-in et al., 2015).
utilizando técnicas de agrupamiento a multiples escalas para identificar palmas aceiteras individual
de un arbusto, utilizando cdmaras digitales en un (UAV) la precisién del conteo automatico es del
90%.

1.2.4 Estimacion de edad

La estimacidon de edad es un indicador para el prondéstico del rendimiento, porque influye en
la calidad de los racimos de fruta de la palma de aceite y su productividad, adicionalmente es un
dato importante en la ecuacion para el calculo de la biomasa (Tan et al., 2013).

Los rasgos morfologicos de las palmas aceiteras pueden utilizarse para estimar su edad. El
tronco de la palma es tupido en la etapa inicial de crecimiento (1 a 2 afios) y aumenta
progresivamente en altura en la etapa posterior. EI diametro del troco es aproximadamente de 40
cm y su crecimiento en altura anual es de 30 — 60 cm (Webster, 1969). EI crecimiento de las
palmas aceiteras es alométrico, es decir crecen a diferentes ritmos. Los parametros biofisicos se
correlacionan con las etapas de la planta (joven, madura y vieja) e incluyen el indice de Area Foliar
(LALI), el Area Proyeccion de la Copa (CPA) y la altura de la palma de aceitera y estos parametros
se pueden detectar mediante sensores remotos, a través de sombras, asperezas y respuesta espectral
(Chemura et al., 2015).



indice de Area Foliar (LAI) describe la estructura de los arboles midiendo la densidad de la
superficie de las hojas en un dosel, dando como resultado una interceptacion eficiente de la luz, el aire y
el agua. A medida que las palmas aceiteras envejecen se vuelvan mas frondas que aumenta el LAI, es
una caracteristica Gtil en la estimacién de la edad (Fang et al., 2019).

La utilizacion de un sensor remoto, el aumento del LAI en las palmas aceiteras muestran un
aumento proporcional en la reflectividad espectral o NDVI durante la etapa inicial. La saturacion es el
resultado de la practica de poda y el objetivo es controlar el recuento de hojas como forma de optimizar
la distribucion de nutrientes y con fines higiénicos. LAl es Gtil para estimar la edad de la palma aceitera
durante el desarrollo temprano (Sun et al., 2020).

1.2.5 Deteccion de plagas y enfermedades

La deteccidon de plagas y enfermedades es de gran importancia en el control de manejo de
enfermedades que ayudan a planificar estrategias de intervencion para prevenir brotes. En las
plantaciones de palma aceitera una enfermedad notoria es la Ganoderma boninensis un padecimiento
fungico (infeccion por hongos) que pudre las palmas aceiteras desde el interior, volviendo el cultivo
vulnerable a las alteraciones atmosféricas de vientos y agua. Esta enfermedad es muy contagiosa y debe
ponerse en cuarentena y retirarlas para evitar su propagacion de la enfermedad (Liaghat et al., 2014).

Utilizando la teledeteccion sensores remotos aéreos o satelitales, se puede evaluar el estado de las
palmas con un diagnostico temprano de las enfermedades de plaga con el instrumento de hiperespectral
de campo portatil para diferenciar la palma de aceite sana de la infectada (Shafri et al., 2011).

La deteccion de Ganoderma boninensis a mayor escala, es necesario el uso de sensores remotos.
Santoso et al., (2011), utilizaron imagenes de alta resolucion de Quickbird para mapear e identificar
palmas aceiteras infectadas con Ganoderma boninensis. Se probaron la reflectancia espectral, el NDVI
y otros indices de vegetacion para discriminar palmas sanas e infectadas. Ademas, Khairunniza-Bejo et
al., (2021), reportaron que una deteccion temprana de Ganoderma boninensis, a través de sensores
hiperespectrales NIR, usando maquinas de soporte vectorial.

1.2.6 Estimacion de rendimiento

El rendimiento de la palma aceitera debe estimarse para lograr los maximos beneficios econémicos
mediante la elaboracion de estrategias de gestion adecuadas. La estimacion del rendimiento, como paso
preliminar para predecir y pronosticar la productividad, ayuda en el proceso de toma de decisiones en la
plantacion (Chong et al., 2017).



La palma aceitera produce su cosecha en forma de Racimos de Fruta Fresca (RFF). En un
escenario normal, pasan 18 meses desde la etapa de inicio de la inflorescencia hasta la madurez
Optima. Los racimos de frutos estan debajo de la copa de la palma. Los maduros se ubican en la
parte méas baja de la copa, lo que permite que se realice una cosecha no tan complicada (Webster,
1969).

Desde el punto de vista de la teledeteccion no es factible observar los frutos desde una imagen
0 vista aérea, por lo cual se recurre a centrase en la robustes y sanidad de la palma de aceite como
indicador de buen rendimiento. Por lo cual la estimacion de rendimiento debe ser un anélisis
temporal continuo, ya que los datos de rendimiento recopilados en ese momento son el reflejo de
los esfuerzos invertidos durante meses, correspondiente al manejo nutricional, sanitario y de
gestion (Fedapalma, 2021).

El rendimiento de la palma aceitera puede ser afectado por varios factores internos y
externos. Los factores internos incluyen la edad y las variedades de palma aceitera (p.e Guineensis
- Elaeis Guineensis y Hibrida - OxG Pisifera), mientras que los factores externos incluyen la
precipitacion, sequias, enfermedades, fertilidad del suelo, humedad del suelo y eficiencia de la
cosecha. Es necesario tener los factores tanto internos como externos, de igual manera se debe
tener en cuenta la edad de la palma de aceite, debido a que los requerimientos p.e nutricionales y
contenido de agua aprovechable, varian dependiendo del estado fenoldgico del material o variedad
(Ang et al., 2022).

1.3 Aplicacion de Google Earth Engine en las plantaciones de palma de aceite

Google Earth Engine (GEE) es una plataforma de computacién en la nube lanzada por
Google en 2010. GEE utiliza la infraestructura computacional de Google y los conjuntos de datos
Sensores Remotos (RS) de acceso abierto disponibles (Gorelick et al., 2017). GEE es la plataforma
de procesamiento de grandes datos geograficos mas popular, que facilita el proceso de
descubrimiento cientifico al proporcionar a los usuarios acceso gratuito a numerosos conjuntos de
datos obtenidos de forma remota (Amani et al., 2019). Los usuarios pueden acceder a GEE a través
de una interfaz de programacion de aplicaciones (API) basada en Internet y un entorno de
desarrollo interactivo basado en la web (Tamiminia et al., 2020).

Se ha observo que los conjuntos de datos Landsat y Sentinel son muy utilizados por los
usuarios de GEE. Ademas, los algoritmos de aprendizaje automatico supervisado, como Random
Forest, se ha aplicado méas frecuentemente a las tareas de clasificacion de imagenes. La GEE
también se ha empleado en una amplia gama de aplicaciones, como la clasificacion de la Cobertura
Terrestre/Uso del Suelo (Land Cover/Land Use), hidrologia, planificacién urbana, desastres
naturales, analisis climaticos y el procesamiento de imagenes (Amani et al., 2020).



En los estudios de clasificacion de la cobertura terrestre realizados durante la ultima década, se
produjeron mayores precisiones cuando se utilizaron imagenes satelitales de series temporales que
cuando se utilizaron imagenes de una sola fecha. Recientemente, la disponibilidad de GEE, ha llamado
la atencion de aplicaciones basadas en sensores remotos donde se aplican ampliamente métodos de
agregacion temporal derivados de imégenes de series temporales, es decir, el uso de métricas como media
0 mediana (Noi Phan et al., 2020).

GEE permite la clasificacion de Cobertura Terrestre (Land Cover) mediante algoritmos
incorporados. Estos algoritmos realizan clasificacion basada en pixeles mediante el método supervisado.
Dentro de los maltiples usos de este algoritmo, se encuentra la identificacion y los Cambios de Cobertura
Terrestre (Land Use/Cover Change), a través de analisis multitemporales (Nasiri et al., 2022).

Se han desarrollado mdltiples técnicas para cartografiar la cobertura vegetal de la palma aceitera
utilizando datos de teledeteccion por satélite en los trépicos (Shafira et al., 2020); asi como la deteccion
usando Vehiculos Aéreos No Tripulados (UAV), como herramienta rentable para generar inventarios y
estimacion del crecimiento por palma a través del Modelo Digital de Superficie (Fawcett et al., 2019).
Los métodos Opticos para cartografiar la cubierta vegetal de la palma aceitera se basan en informacién
derivada de la fenologia o de las caracteristicas de la imagen de la plantacidn de palma aceitera (L. Li et
al., 2015), Los métodos basados en imagenes utilizan firmas espectrales, asi como informacién de
textura, para diferenciar las palmeras aceiteras de su entorno (Carlson et al., 2013;Lu et al., 2016).

Para resolver los desafios que plantea el mapeo de plantaciones de palma aceitera en los tropicos
himedos, se han probado datos de radar, que son compatibles con todo tipo de climay en todo momento,
para mapear la palma aceitera (Weiss et al., 2020). La energia de microondas dispersada por la vegetacion
depende del tamafio y la densidad, asi como de la orientacién y las propiedades dieléctricas de los
elementos que son comparables al tamafio de la longitud de onda del radar, mientras que la energia Optica
reflejada por la vegetacion depende de la estructura de la hoja, la pigmentacion y la humedad (Joshi et
al., 2016).

Los datos de radar proporcionan méas informacion sobre las propiedades estructurales de la tierra,
como los senderos y caminos de recoleccion, que son una caracteristica destacada de las plantaciones de
palma aceitera. Los datos de radar también permiten distinguir rodales de palma aceitera de dosel
cerrado, con sus grandes frondas sostenidas por troncos sin ramas, de otra vegetacion lefiosa y cubierta
arbdrea (lenco et al., 2019). Recientemente, se ha utilizado una combinacién de datos épticos y de radar
para mapear la palma aceitera en diferentes contextos geograficos y utilizar diferentes combinaciones de
datos (De Alban et al., 2018). Mas especificamente para la clasificacion de la cobertura terrestre de palma
aceitera, la fusion de conjuntos de datos opticos y de radar también ha dado como resultado una mayor
precision que la clasificacion utilizando un solo conjunto de datos (Sarzynski et al., 2020).



1.3.1. Aplicacion de Algoritmos de aprendizaje automatico para la deteccion de
plantaciones de palma de aceite

Yang et al., (2022), reportaron que los algoritmos de aprendizaje automaético e Inteligencia
Artificial (IA), desarrolladas en GEE, se encuentra el mapeo de cultivos y la Clasificacion de la
Cobertura Terrestre (Land Cover Classification). Ademas, mencionan que se utilizan imagenes
Landsat 8, Sentinel 1, Sentinel 2, DEM STRM (Shuttle Radar Topography Mission), como
insumos principales, y que de los modelos de IA mas populares son RF (Random Forest), CART
(Classification and Regression Trees) y SVM (Support Vector Machine); y las métricas de
evaluacion més utilizados son la OA (Overall Accuracy), PA (Producer’s Accuracy), UA (User’s
Accuracy) y el indice Kappa.

Los algoritmos de clasificacion son uno de los pasos méas importantes para obtener
informacion significativa a partir de imagenes de satélite. Cada objeto produce una reflectancia
diferente debido a su firma espectral. La clasificacion de imagenes es el proceso de extraer
informacion categorizando todos los pixeles de una imagen para obtener un conjunto de clases.
Esta clasificacion de pixeles utiliza la informacion espectral representada por los nimeros digitales
en una o mas bandas espectrales. Los nimeros deben representar los valores reales de reflectancia
de la superficie para poder clasificar cada grupo de pixeles (Shafira et al., 2020).

La tarea de Land Use and Land Cover (LULC) consiste en clasificar cada pixel o segmento
de las imagenes de satélite/UAV, y detectar regiones/objetos especificos en las imagenes. LULC
es el uso mas comudn del Aprendizaje Profundo (Deep Learning) en imagenes satélite, esta
popularidad no es sorprendente, ya que se considera el descriptor mas importante del medio
ambiente. Asi pues, la investigacion sobre LULC y la segmentacién de cultivos es mejorar la
calidad de los métodos automatizados para que, con el tiempo sean al menos tan fiables como los
de los expertos humanos (Victor et al., 2022).

En teledeteccion, elegir las mejores combinaciones de bandas en funcion de los canales
disponibles de las imagenes de satélite permite comprender mejor sus caracteristicas.
Esencialmente, las combinaciones de bandas pueden extraer informacion significativa y especifica
de la imagen, como caracteristicas geologicas, agricolas y de vegetacién (Asming et al., 2022).

En las imagenes de Sensores Remotos, varios tipos diferentes de Uso de la Tierra (Land
Use) tienen firmas espectrales similares o son muy complejos, lo que dificulta su identificacion
adecuada. Se han desarrollado y entrenado diferentes modelos de Machine Learning (ML) los
cuales se encuentran disponibles en GEE, con diferentes combinaciones de datos de entrada para
determinar cuéles eran los mas importantes a la hora de determinar los tipos de Uso de la Tierra
(Adepoju & Adelabu, 2020).



Lee et al., (2016), realizaron una deteccion de plantaciones industriales de palma de aceite usando
imégenes Landsat 8, a través de la plataforma de GEE. Realizaron una clasificacion de la Cobertura,
utilizando todas las bandas espectrales de Landsat 8 (B, G, R, NIR, SWIR, TIR) y la composicion de
bandas de verdadero color (RGB), para distinguir IaS siguientes clases de cobertura terrestre: palma
aceitera inmadura, palma aceitera madura, palma aceitera no forestal, bosque, agua y nubes. Utilizaron
métodos de clasificacion de CART (Arboles de Clasificacion y Regresion) y Random Forest (RF) que
proporcionaron calculos de precision altos en todas las bandas, con un coeficiente de Kappa de 0,92 y la
clasificacion Random Forest (RFT) de (91,2%).

1.4 Algoritmos de Machine Learning (ML) en Sensores Remotos

El Aprendizaje Automatico (ML) se utiliza para ensefiar a las maquinas como manejar los datos
de manera més eficiente. Con la abundancia de conjuntos de datos disponibles, la demanda de
aprendizaje automatico esta aumentando. El propdsito del ML es aprender de los datos. Machine
Learning se basa en diferentes algoritmos para resolver problemas de datos. A los cientificos de datos
les gusta sefialar que no existe un Unico tipo de algoritmo que sirva para todos y que sea mejor para
resolver un problema. El algoritmo de procedimiento empleado, depende del tipo de problema que se
desea resolver, el namero de variables, el tipo de modelo que mejor se adapta, etc. (Mahesh, 2018). En
la Figura 2, se visualiza algunos de los algoritmos comUnmente utilizados en el ML.
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Figura 2. Clasificacion Machine Learning. Adaptado de (VAS3K, 2023).



Los algoritmos de clasificacion de imagenes se pueden clasificar en términos generales en
enfoques supervisados y no supervisados. Se prefieren los clasificadores supervisados cuando se dispone
de cantidades suficientes de datos de entrenamiento. Los métodos paramétricos y no parameétricos son
otra categorizacion de algoritmos de clasificacion basados en supuestos de distribucion de datos (Figura

3).
I I

Figura 3. Taxonomia de algoritmos de clasificacién de imagenes. Adaptado de (Sheykhmousa et
al., 2020).

Los Sensores Remotos ha demostrado su valor en muchos campos, pero el éxito de
cualquier clasificacion de imagenes depende de varios factores, incluida la eleccion de un
procedimiento de clasificacion adecuado (Lu & Weng, 2007). Los clasificadores supervisados se
utilizan ampliamente porque son mas sélidos que los enfoques basados en modelos (Niemeyer et
al., 2014).

PARAMETRICO
Hipotesis de
distribuccion
NO de datos
PARAMETRICO

RF es un enfoque de aprendizaje conjunto, desarrollado por Breiman (Breiman, 2001), para
resolver problemas de clasificacion y regresion. El aprendizaje conjunto es un esquema de
aprendizaje automatico para aumentar la precision mediante la integracion de maltiples modelos
para resolver el mismo problema. En particular, varios clasificadores participan en la clasificacion
por conjuntos para obtener resultados mas precisos en comparacion con un solo clasificador
(Sheykhmousa et al., 2020). En otras palabras, la integracion de multiples clasificadores disminuye
la varianza, especialmente en el caso de clasificadores inestables, y puede producir resultados mas
confiables. Un clasificador de Bosque Aleatorio (Random Forest) es un clasificador de conjunto
que produce multiples arboles de decision, utilizando un subconjunto de muestras y variables de
entrenamiento seleccionadas aleatoriamente (Belgiu & Dragu, 2016).



2. Metodologia

La metodologia que se implementd en este trabajo se desarrolld en 4 etapas, las cuales son:
Compilacion de 4 Insumos Técnicos, Procesamiento de la informacion, 1 Producto Intermedio, y
1 Producto Final. Este proceso metodoldgico esta representado a traves de un Modelo Cartogréfico

(Figura 4).
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Figura 4. Metodologia para la identificacion de areas sembradas en palma de aceite. Fuente:

2.1.

Insumo Técnico

Elaboracion propia

El Insumo Técnico corresponde a la recopilacion de informacion espacial basica, que se
emplea como materia prima y que se utiliza en el proceso productivo para la elaboracion, analisis
y soporte de datos geograficos dentro de la metodologia. Para el caso especifico de este trabajo,
se utilizaron 4 Insumos Técnicos:

o Inscripcion y uso del Programa de NICFI (Planet Scopus). Imégenes de alta resolucion
espacial (3m x 3m), del municipio de Mani — Casanare, para el primer semestre del afio

2023.



2.2.

Limite municipal de Deslindes IGAC del municipio de Mani — Casanare a escala 1:25.000,
del 2022.

Imégenes Sentinel 2A con procesamiento L2A, las cuales se encuentran corregidas
atmosféricamente, ortorrectificada, que proporciona datos de Reflectancia de la Superficie.
Imagenes compiladas para el primer semestre del afio 2023.

Acceso y programacion en la plataforma de Google Earth Engine.

Procesamiento de la informacion o Proceso

Para la metodologia desarrollada se realizaron 4 procesos, descritos a continuacion:

Creacion del Ortofotomosaico de imagenes de Planet Scopus, mediante la plataforma de
Google Earth Engine, en el marco de los Mapas Base del programa de datos satelitales
NICFI para el monitoreo  de  bosques  tropicales en  Ameérica.
(https://developers.google.com/earth-engine/datasets/catalog/projects_planet-
nicfi_assets_basemaps_americas) (Figura 5).

Creacion del Ortofotomosaico de imagenes de Sentinel 2A, del programa Copernicus, con
nivel de procesamiento L2, mediante la plataforma de Google Earth Engine. Iméagenes
consolidadas para 1-2023. (https://developers.google.com/earth-
engine/datasets/catalog/COPERNICUS S2_SR_HARMONIZED) (Figura 6).
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Dataset Provider

Planet

Figura 5. Plataforma NICFI, con GEE — Tomada 12 de octubre de 2023.
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Figura 6. Iméagenes Sentinel 2A — Programa Copernicus. Tomada 12 de octubre de 2023.

o Clasificacion Supervisada: La clasificacion supervisada es la técnica que se basa en
agrupar pixeles que poseen espectros similares y se pueden asociar con diferentes clases de
coberturas del suelo, utilizado datos de entrenamiento de variables predictoras medidas en
cada unidad de muestreo y asignar clases previas. El algoritmo de clasificacion utilizado
es Radom Forest, el cual ofrece una clasificacion eficaz y eficiente de imagenes satélites,
consiste en una combinacién de clasificadores de arbol donde cada clasificador se genera
usando un vector aleatorio muestreado independientemente del vector de entrada, y cada
arbol arroja un voto unitario para la clase méas popular para clasificar un vector de entrada.
Esta clasificacion se realiz6 con el Ortofotomosaico de las imagenes Sentinel 2A -L2, para
el periodo 1-2023. Los valores de clasificacion fueron:

Cuerpos de Agua

Suelo desnudo

Palma de Aceite

Cultivos (pastos, arroz, maiz y otros cultivos transitorios)
Forestales

Areas Urbanas

O O O O O O



El cddigo de Google Earth Engine, con la Clasificacion Supervisada se encuentra en:
https://code.earthengine.google.com/c2547a17f997b2851ea6e5d9f892eabc (Figura 7).
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= W
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Figura 7. Visualizacion del codigo de clasificacion supervisada en GEE
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2.3.

Conversion de Raster a Poligono. Este proceso se realizd mediante el software ArcGIS
Pro, partiendo como base que el proceso de clasificacion realizado en el paso anterior, da
como resultado un archivo tipo raster con resolucion de 10mx10m, con una clasificacion
de 6 coberturas. Se realizo un proceso de Reclassificacion de raster (Reclassify — Spatial
Analyst), donde solo se tomo la Clasificacion de la Palma de Aceite (Cobertura 3), y se
asigno el resto de coberturas como NA (No Data), para minimizar el peso de la imagen,
debido a que solo interesa la clasificacion de la Palma de Aceite en el municipio de Mani
— Casanare. Luego de la reclasificacion se realizo la conversidn de solo el raster de Palma,
mediante la funcién Raster To Polygon.

Producto Final

Analisis espacial de Superposicion y ajuste de areas de Palma de Aceite. En este proceso

se realiz6 un Andlisis Visual, de la capa resultante de la conversion de raster a poligono y se ajustd
las areas de Palma de Aceite con el Ortofotomosaico previamente realizado con las imégenes
Planet Scopus, del programa NICFI.



3. Resultados

A continuacion, se explica el codigo linea por linea, en lenguaje de cddigo de JavaScript, dentro
de la plataforma de GEE, como Guia metodoldgica para la identificacion de las &reas sembradas
en Palma de aceite, teniendo como caso de estudio el Municipio de Mani, Casanare.

3.1 Identificacion de las zonas sembradas con Palma de Aceite en Mani - Casanare

Para la identificacion de las areas sembradas en Palma de Aceite, se tomé el resultado del
Ortofotomosaico de las Imagenes Sentinel 2A, con nivel de procesamiento L2 (Figura 8). Esta
imagen fue realizada a través de la plataforma de Google Earth Engine, con la coleccién de
imagenes ee.ImageCollection((COPERNICUS/S2_SR_HARMONIZED")! con un filtro de menos
del 10% de nubosidad declarada en la Funcién maskS2clouds, establecida y recomendada por la
plataforma (Figura 9).
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Figura 8. Ortofotomosaico de imagenes Sentinel 2A-L2, para el 1-2023

1 https://developers.google.com/earth-engine/datasets/catalog/COPERNICUS S2 SR HARMONIZED



https://developers.google.com/earth-engine/datasets/catalog/COPERNICUS_S2_SR_HARMONIZED

[l
ff// Imagenes Sentinel 2
fEE
* Function to mask clouds using the Sentinel-2 QA band
* @param {ee.Image} image Sentinel-2 image
* @return {ee.Image} cloud masked Sentinel-2 image
Jitll.'
function maskS2clouds{image) {
var ga = image.select{'QAace");

/f Bits 18 and 11 are clouds and cirrus, respectively.
var cloudBitMask = 1 << 16;
var cirrusBitMask = 1 << 11;

/f Both flags should be set to zero, indicating clear conditions.
var mask = ga.bitwiseAnd(cloudBitMask).eq(@)
.and({qga.bitwisedAnd(cirrusBitMask).eq(B));

return image.updateMask(mask).divide(18888);

}

var dataset = ee.ImageCollection( COPERNICUS/S2 SR_HARMONIZED')
.filterDate('2823-81-81", '2823-18-38")
ff Pre-filter to get less cloudy granules.
.filter(ee.Filter.lt( CLOUDY PIXEL_PERCENTAGE',18))
.map(masks2clouds)
.filterBounds({table)
.median{);

var visualization = {

min: @.8,
max: @.3,
bands: ['B4', 'B3", 'B2']};

Figura 9. Codigo para la generacion de Ortofotomosaico de las imagenes Sentinel 2A -L.2

Se establecieron 6 coberturas, como datos de entrenamiento para el algoritmo de Clasificacion
Supervisada (Figura 10 y 11).

-l Imports (7 entries) B

var water: FeatureCollection (23 elements)

var SuelcDesnudo: FeatureCollection (39 elements)
var Pazlma: FeatureCollection (128 elements)

var CroplLand: FeatureCollection (69 elements)

var Forest: FeatureCollection (44 elements)

var Urban: FeatureCollection (43 elements)

var table: Table users/dmeragé taller2/Casanare Mun

" T W W W W W

Figura 10. Datos de entrenamiento y coberturas establecidas para la Clasificacion Supervisada



// Define a palette for the classification

var landcoverPalette = [
"#1d38ds", f/water(®) - Azul Oscuro
"#bfb8at", F/SueloDesnudo(l)} - Gris Claro
"#115t32", S/Palmal(2) - Verde Oscuro
"#12d65c’, f/CropLand(3) - Verde Claro
"#p@99as”, SfForest(4) - Verde Azul
"®#29@12a", SSfUrban(5) - Morado

1:
Figura 11. Funcion de Clasificacion de datos de entrenamiento

El clasificador de Bosque Aleatorio (Random Forest) se estableci6 utilizando un subconjunto de
muestras y variables de entrenamiento seleccionadas aleatoriamente dentro de la imagen de
Sentinel 2A — L2, se tomaron 338 datos de entrenamiento, distribuidos en seis clases (Tabla 1).
Para la aplicacion del algoritmo, se consolidaron los datos de entrenamiento en un solo archivo
espacial (Figura 12).

Tabla 1. Subconjunto de muestras de entrenamiento para Clasificacion Supervisada -RF

ID Clasificador N“”f“’:fo de Color HEX | Color RGB
Clasificador
0 Cuerpos de Agua 23 '#1d38d6' 29,56,214
1 Suelo desnudo 39
2 Palma de Aceite 120 '#115f32' \ 17,95,50
3 Otros Cultivos 69
4 Bosque 44 '#009999' 0,153,153
5 Zona Urbana 43 #290122° | 41,142
A ffCrear una region de interes - Datos de entrenamiento en un solo archive
var training = water.merge(SusloDesnudo).merge(Palmz).merge(Cropland) . merge{Forest).merge{Urban);

print{training);

Figura 12. Codigo para unificar los datos de entrenamiento

A continuacién, se especifica al cddigo, que realice una seleccién aleatoria del 80% de los datos
de entrenamiento. Esto corresponde a 270 datos (338 * 0.8) de entrenamiento para el modelo
supervisado Random Forest (Figura 13)



'/ Overlay the points on the imagery to get training
'/ Suporposicion de los puntos en la imagen para obtener la capacitacion

var trainImage = input.sampleRegions({
collection: training,
properties: [label],
scale: 3@

b)s
f{ seleccion aleatoria del 88% de los datos de entrenamisnto
var trainingData = trainImage.randomColumn();

var trainSet = trainingData.filter(es.Filter.lessThan( ' 'random', @.8));
wvar testSet = trainingData.filter(ee.Filter.greaterThanOrEquals{ random’', @.8});

Figura 13. Codigo para la seleccidon aleatorio del 80% de los datos de entrenamiento

En la Figura 14 se identifica el codigo que utiliza la clasificacion de Random Forest, empleando
la funcidn ee.Classifier.smileRandomForest (Breiman, 2001), la cual usa las Bandas B2, B3, B4
y B8 de la imagen Sentinel 2A - L2, esto indica que el algoritmo emple6 las bandas Azul, Verde,
Rojo, NIR (Tabla 2):

Tabla 2. Caracteristicas de las Bandas de las Imagenes Sentinel 2A (Chuvieco, 2016).

Longitud de onda (um) | Resolucién (m)
Banda 1 - Aerosol 0,43-0,45 60
Banda 2 - Blue 0,45-0,52 10
Banda 3 - Green 0,54-0,57 10
Banda 4 - Red 0,65-0,68 10
Banda 5 - Red edge 1 0,69-0,71 20
Banda 6 - Red edge 2 0,73-0,74 20
Banda 7 - Red edge 3 0,77-0,79 20
Banda 8 - Near Infrared (NIR) 1 0,78-0,90 10
Banda 8A - Near Infrared (NIR) 2 0,85-0,87 20
Banda 9 — Water vapour 0,93-0,95 60
Banda 10 - Cirrus 1,36-1,39 60
Banda 11-SWIR 1 1,56-1,65 20
Banda 12 - SWIR 2 2,10-2,28 20




/{ Classification Model
var label ="Class’

var bands =['B2", 'E3'
var input = dataset.se
var classifier = e=.C1

¥

, 'B4',’B8
lect(bands
agszifier.=

]
);

leRandomForest(58).train{trainSet, label, bands);
/ Classify the image - Parametro de Visualizacidn

var calssified= input.classify({classifier);

Figura 14. Cadigo del modelo de clasificacion, usando la imagen Sentinel 2A -L2

Se evaluo la precision del modelo, por medio de la Matriz de Confusion, mediante la funcion
ee.ConfusionMatrix, (Stehman, 1997) (Figura 15). En la Matriz de Confusion el eje de las Filas
corresponde a los valores reales y el eje de las Columnas corresponde a los valores predichos. La
Precision General (Overall Accuracy) del modelo, fue de 0.892, correspondiente con el 89.2% de
precision (Figura 16).
//Accuracy Assessment
var confusionMatrix = ee.ConfusionMatrix(testSet.classify(classifier)
.errorMatrix({
actual: 'Clas
predicted: 'c
1))

=
lassification’

print{'Confusion Matrix: ", confusionMatrix);
print('Overall Accuracy: ", confusionMatrix.accuracy());

Figura 15. Funcién de la Matriz de Confusion y Precision General del Modelo

Confusion Matrix:

¥ List (6 elements)
r@: [7,0,0,0,0,08]
*1: [@,4,8,2,8,0]
r2: [@,0,24,0,1,0]
*3: [@,1,8,9,68,1]
r4d: [@,0,0,08,5,0]
*5: [@,0,0,2,8,9]

Overall Accuracy:
9.8923076923076924

Figura 16. Resultados de la Matriz de Confusion y la Precision General



Para exportar el Raster resultante de la Clasificacion Supervisada, usando Random Forest, se
aplico la funcion Export.image.toDrive, (Figura 17).

/¢ Export Classified map
Export.image.toDrive({
image: calssified.clip(table},
description: "Sentinel 2 Classified”,
scale: 14,
region: tsble,
maxPixel=z: 1213,
fileFormat: 'GeoTIFF",
crs: 'EPSGE:14328°

1);

Figura 17. Cddigo para exportar a Google Drive, la capa raster clasificada.

Los resultados de la clasificacion final, se presenta en la Figura 18.
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Figura 18. Resultados de la clasificacion de cobertura, segun la metodologia empleada.

Se realizo un clip, directamente en la delimitacion del municipio de Mani - Casanare, usando la
Funcién .clip (Figura 19), declarada como una nueva variable “mani”, y visualizado como
resultado de la clasificacion del municipio de Mani (Figura 20).

var mani = calssified.clip(table2);
print{mani)

Figura 19. Codigo para realizar el clip del Municipio de Mani — Casanare
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Figura 20. Corte de la clasificacion del municipio de Mani - Casanare
A partir de la clasificacion se realiz6 un Reclasificacion, con la Funcién .where, donde el criterio

de Clasificacion se relaciona en la Tabla 3. Luego se exporta el raster Reclasificado ('Classes')
mediante la Funcién Export.image.toDrive, (Figura 21).

Tabla 3. Valores de Reclasificacion

ID Clasificador Reclasificacion Color HEX | Color RGB
0 Cuerpos de Agua 0 !

1 Suelo desnudo 0 #FFFFFF' | 255,255,255
2 Palma de Aceite 2
3 Otros Cultivos 0

4 Bosque 0 #FFFFFF' | 255,255,255
5 Zona Urbana 0




var Classes = mani
.where{mani.lte(1),8@
.where{mani.gt(1.2).and(mani.1lte(2.1)),2)
.where{mani.gt(2.2).and(mani.1lte(5.1)),8);

Map.addLayer{Classes, {min:8, max:2, palette: ['#FFFFFF', #FFFFFF', '#115f32"]}, Reclasificacion');

/{ Export Image_Sentinel2 Reclassify
Export.image.toDrive({
image: Classes.clip{tablez),
description: 'Reclasificacion’,
maxPixels: 1el2,
scale: 1@,
region: table2,
fileFormat: 'GeoTIFF',
crs: 'EP5G:4328°
1)
Figura 21. Codigo de clasificar y exportar el nuevo raster Reclasificado

Luego de exportar la clasificacion supervisada de la cobertura Palma de Aceite, para el municipio
de Mani — Casanare, se realiz6 una salida gréfica final (Figura 22) mediante el software ArcGIS

Pro.



5°0'0"N

4°50'0"N

4°40'0"N

4°30'0"N

4°20'0"N

72°30'0"W 72°20'0"W 72°100"W 72°0'0"W 71°50'0"W
1 1 1 1 1
N
San Luis De Palenque,
w E
Yopal
Aguazul
£
5
°
7
i
5
3
<
£
o
b
<
z
s
8
Tauramena %
Puerto Gaitan Z
B
Vit V, =
Escala Cartografica: 1:25.000
Puerto Lopez Escala de Visualizacion: 1:520.000
0 5.000 10.000 20.000 30.000 40.000
Meters
1 1 1 1 )
72°300°W 72°200'W 72°100°W 72:00°W 71°500"W
San Luis De Palenque|
RESULTADO 3.1
z A J
MAPA DE IDENTIFICACION DE LAS ZONAS e
SEMBRADAS CON PLAMA DE ACEITE EN
MANI - CASANARE o
LEYENDA
Cultivo Simbologia
Palma de Aceite
Tauramena
ESPECIALIZACION EN SISTEMAS
DE INFORMACION GEOGRAFIcA DIANA PATRICIA MERA GARZON
Puerto Gaitan
Unl . Fuente: Raster Clasificacion gusaiotopes
Sentinel 2A L2 2023
UNIVERSIDAD
ANTONIO NARINO

Figura 22. Identificacion de las zonas sembradas con Palma de Aceite en Mani — Casanare



3.2 Cuantificacion de las areas sembradas en Palma de Aceite en Mani - Casanare

A continuacion, se explica el cddigo (Figura 23) linea por linea, en lenguaje de cddigo de
JavaScript, dentro de la plataforma de GEE, para la generacion del Ortofotomosaico (Figura 24)
creado a partir de las imagenes de Planet Scope.

» var table: Table users/dmera96_taller2/Casanare_Mun

P var table2: Table users/dmera96 taller2/MANI 1

i

// Imagenes Planet

Hf

var nicfi = ee.ImageCollection(’'projects/planet-nicfi/assets/basemaps/americas"'};

/f Filter basemaps by date and get the first image from filtered results
var basemap= nicfi.filter(ee.Filter.date( 2823-81-81","2023-856-38")).first();

Map.centertbject(basemap, 4)
var vis = {"bands":["R","G","B" ], "min":64, "max":5454,"gamma":1.8};

Map.addLayer(basemap.clip(table), vis, '2823-81 mosaic Casanare');
Map.addLayer(basemap.clip(table2), vis, '2823-81 mosalc MANI');
Map.setCenter(-71.376, 5.526, B8);

// Export Image Planet
Export.image.toDrive({
image: basemap.clip(table2},
description: "Planet 2823 @1 MANI",
scale: 3,
region: tablez,
maxPixels: 1e13,
fileFormat: 'GeoTIFF',
crs: 'EPSG:4328°
s
Figura 23. Codigo para crear y descargar mosaico de imagenes Planet Scopus
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Figura 24. Ortofotomosaico de imagenes Planet Scopus, para el 1-2023 en Mani - Casanare



Para la cuantificacion de las areas sembradas en Palma de Aceite, se realizd un
Ortofotomosaico de las Planet Scopus (Figura 24). Esta imagen fue realizada a través de la
plataforma de Google Earth Engine, con la coleccidn de imagenes NICFI Satellite Data Program
Basemaps for Tropical Forest Monitoring — Americas, que dentro de GEE se llama a traves de
la funcion ee.ImageCollection('projects/planet-nicfi/assets/basemaps/americas’). Es importante
mencionar que se debe tener licencia dentro de la plataforma NICFI para usar esta coleccion de

imagenes. El

cadigo se encuentra en el siguiente

https://code.earthengine.google.com/307693e75b8f387dc4c63990f979c099 (Figura 25).

GO g|e Earth Engine Q, Search places and datasets. .. J

Link 307693e75b8f387dc4c63990§979... [CIT -I . Run 'I Reset -I Apps E

v Imports (2 entries) B

» var table: Table users/dmera96_taller2/Casanare_Mun
» var table2: Table users/dmera9f6_taller2/MANI_1

1 Yi/
2 // Imagenes Planet
s
4  wvar nicfi = ee.ImageCollection( ' projects/planet-nicfi/assets/basemaps/americas’);
5
6 // Filter basemaps by date and get the first image from filtered results
7 var basemap= nicfi.filter(es.Filter.date('26823-81-81","2823-86-38")).first();
8
i 9 Map.centerObject(basemap, 4)
1e
11 var vis = {"bands":["R","G","B"],"min":64,"max":5454," "gamma":1.8};
12
13 Map.addLayer(basemap.clip(table), vis, '2823-81 mosaic Casanare');
14 Map.addLayer(basemap.clip(table2), vis, '2823-81 mosaic MANI');
15 Map.setCenter(-71.376, 5.526, 8);
16
17 // Export Image_Planet
18 » Export.image.toDrive({
19 image: basemap.clip(tablez),
20 description: "Planet_2823_@1_MANI",
21 scale: 2,
22 region: table2,
23 maxPixels: 1e13,
24 fileFormat: "GeoTIFF,
25 crs: 'EPSG:4326'
26 1)
27
28
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Figura 25. Visualizacion del codigo de clasificacion supervisada en GEE

enlace:


https://code.earthengine.google.com/307693e75b8f387dc4c63990f979c099

El codigo (Figura 25), fue adaptado a partir del codigo recomendado por la plataforma NICFI?,
con dos modificaciones:

1. Subir el Shape file (“table2”) en formato de compresion (.zip), a través de la pestafia
“Assets”, funcion “New”, “Table Upload”, “Shape files” (Figura 26). En esta modificacion
subimos el rea de estudio o area de interés.

2. Se uso la funcion Export.image.toDrive, para exportar el Raster resultante

(Ortofotomosaico).

Google EarthEngine  a  sear

Scripts Docs TS
m o) ADD A PROJECT

Image Upload

GeaoTIFF (.tif, .tiff) or TFRecord (.tfrecord + _json)
Table Upload

Shape files (.shp, .shx, .dbf, .prj, or .zip)

csv file (L.csv)
Image collection

Folder

Figura 26. Funciones para subir un shape file, dentro de GEE

El siguiente proceso, fue la de conversion de Raster a Poligono, de la clasificacion realizada en el
Resultado 3.1. Este desarrollo se realizé en el software de ArcGIS PRO, con la funcion Raster To
Polygon, del Panel Geoprocessing (Figura 27).

2 https://developers.google.com/earth-engine/datasets/catalog/projects_planet-nicfi_assets_basemaps_americas



https://developers.google.com/earth-engine/datasets/catalog/projects_planet-nicfi_assets_basemaps_americas
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Figura 27. Geoprocessing — Raster To Polygon de las Zonas Sembradas en Palma de Aceite

El Ortofotomosaico de Iméagenes Planet Scopus, se us6 como imagen actualizada y como imagen
RGB base (Color Verdadero), para la delimitacion de las areas en palma de aceite del Municipio
de Mani Casanare. Una primera visualizacion se presenta en la Figura 28.

Tauramena

72,7037953°W 4,3405391°N v

1303665 -|| B EE b o

Figura 28. Visualizacion de las areas sembradas en Palma de Aceite



Se continua, con el proceso de superposicion (Map Overlay) de Ortofotomosaico de Planet Scopus
de 3m x 3m de resolucion espacial, con la capa vectorial de las zonas del cultivo en Palma de
Aceite, presentado en el Resultado 3.1, logrando un mejor detalle en la delimitacion de las areas
en palma de aceite.

Al realizar la superposicion se procede al Ajuste y Edicion cartografico de las zonas del cultivo,
mediante el software de ArcGIS Pro. Este procedimiento se realiz6 segin el Manual Técnico —
“Elaboracion del Producto Digital de Cartografia Temética” (IGAC, 2021).

El proceso consiste en modificar y/o ajustar poligonos que contienen datos que se encuentran
conectados y almacenados dentro de una File Geodatabase estructurada con su Dataset y con
proyeccion Cartografica Origen Nacional CTM12 (IGAC, 2020 - Resolucion IGAC 471 de mayo
14 de 2020).

Se aplicaron dos Reglas Topoldgicas: i) No Superposicion de entidades (Must Not Overlap), que
nos asegura que ningun poligono o entidad se traslape a otra entidad o dato. ii) No existencia de
vacios (Must Not have Gaps), nos indica que los poligonos deben tomar formas continuas sin
areas nulas ni espacios.

Luego de establecer las ajustar los poligonos mediante las Reglas Topoldgicas mencionadas, la
capa resultante presenta 4 atributos, relacionados en la Tabla de Atributos, los cuales son:
“Cobertura”, “Rango”, “Clasificacion” y “Hectareas (ha)” (Figura 29).

= Palma_Aceitera.gdb Layer Properties
= ﬁ Palma
|E| Class Palma Aceitera General Source Selection Display Symbology Fields

El Palma_Topology

e e ——— -

E E| 1‘7 Jv| Options =
Choose which fields will be visible

SHAPE
Cobertura
Rango
Clasificacion
Hectareas_(ha)
SHAPE_Length
SHAPE _Area

Figura 29. Estructuracién de ajuste y edicidn cartografica de las areas en Palma de Aceite



Siguiendo la metodologia de Caracterizacion Técnica y Econdmica de los Proveedores de una
Planta de Beneficio (Motta, 2007) de CENIPALMA (Tabla 4), los productores se clasifican segun
el tamafio de la plantacion de la siguiente manera:

Tabla 4. Metodologia para la clasificacion de proveedores de la planta de beneficio (Motta,
2007).

Proveedor Tamano de la Plantacion

Pequefio \ 0 - 50 hectareas

51 - 200 hectéreas

Grande Mas de 200 hectareas

Aplicando la metodologia establecida por CENIPALMA, se realizd la clasificacion de las areas
sembradas en Palma de Aceite para el Municipio de Mani — Casanare. (Tabla 5), (Figura 30).

Tabla 5. Cuantificacion de las areas de Palma de Aceite segln Clasificacion Cenipalma

Hectareas Numero de
Porcentaje (% .
(ha) je (%) Plantaciones

Cobertura Clasificacion Rango

Pequena 1-50 ha 120,5 0,4 3
Palma aceitera 51-200 ha 1.037,8 3,7 7

Grande >200 ha 26.894,5 95,9 22

Total General 28.052,7 100,0 32

El 95,9% de las areas en Palma de Aceite del Municipio de Mani — Casanare, corresponden a
plantaciones con un area mayor a 200 ha, con un total de 26.894,5 ha representadas en 22
plantaciones, lo que indica que estas areas productivas son de un promedio de 1.222,5 ha. En la
Figura 31, se presenta la distribucion espacial de las plantaciones en Palma de Aceite, segun la
clasificacion de CENIPALMA (Motta, 2007).
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Figura 30. Clasificacion segun Tamafo de Plantacion de Mani - Casanare
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Figura 31. Identificacion de las areas sembradas en Palma de Aceite en el Municipio de Mani —
Casanare, para el periodo 1-2023



Conclusiones

El desarrollo de esta Guia Metodoldgica permite la identificacion y cuantificacion de areas de
cultivo de palma de aceite mediante el uso de la plataforma Google Earth Engine, aprovechando
los datos de sensores remotos y algoritmos de Machine Learning en un enfoque de clasificacion
supervisada.

La guia incluye la creacion de un instructivo que detalla de manera clara y precisa los
procedimientos necesarios para llevar a cabo esta identificacion y cuantificacion. El instructivo se
basa en un caso de estudio en el municipio de Mani, Casanare, proporcionando una guia practica
para otros usuarios interesados en realizar analisis similares.

Ademas de su proposito de obtener resultados concretos en la identificacion y cuantificacion de
areas de cultivo de palma de aceite, la Guia también busca fomentar el intercambio de
conocimientos y metodologias. A través de una guia accesible y practica, se pretende beneficiar a
otros usuarios y enriquecer la comprension de esta técnica de analisis en la comunidad interesada.



Recomendaciones

La Guia Metodoldgica presentada en este documento se integra con la plataforma de Google Earth
Engine (GEE), que, como cualquier herramienta, presenta ciertas limitaciones a considerar. Estas
limitaciones incluyen cuotas de procesamiento, restricciones en el almacenamiento (a traves de
Google Drive), una interfaz de usuario que puede parecer compleja al principio (pero que se supera
con tiempo y préactica), y la necesidad de tener conocimientos de programacion para aprovechar al
maximo sus capacidades. Por lo tanto, se recomienda que esta Guia sea utilizada por personas con
experiencia en Sistemas de Informacion Geogréfica (SIG).

Es importante destacar que para acceder a las imagenes de Planet Scope disponibles en GEE, es
necesario contar con una cuenta de Gmail enlazada tanto en GEE como a través del programa
NICFI (Iniciativa Internacional sobre Clima y Bosques de Noruega). Si no se dispone de acceso a
este tipo de cuenta, se generard una limitacion que impedira la descarga de ortofotomosaicos de
Planet Scope. Por lo tanto, se recomienda enlazar ambas cuentas a la misma direccién de Gmail.

Ademas, es esencial reconocer que la eficacia del procesamiento de imagenes, ya sea en ArcGIS
Pro u en otro software SIG similar, esta estrechamente ligada a la comprensién tanto de los datos
como de las herramientas que ofrece la plataforma. La perseverancia en la practica y la busqueda
continua de conocimientos adicionales son fundamentales para perfeccionar las habilidades en este
ambito.

Cabe resaltar que esta guia se ha disefiado especificamente para la identificacion y cuantificacion
de cultivos de palma de aceite y no es adecuada para otros tipos de cultivos.
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